
INSTITUCIÓN UNIVERSITARIA POLITÉCNICO GRANCOLOMBIANO 

FACULTAD DE INGENIERÍA, DISEÑO, E INNOVACIÓN 

MAESTRÍA EN INGENIERÍA DE SISTEMAS 

GRUPO DE INVESTIGACIÓN CITIC 

LÍNEA DE PROFUNDIZACIÓN: CIENCIA DE DATOS 

 

 

 

 

“ESTILOS DE CONDUCCIÓN DE AUTOMÓVILES. RECONOCIMIENTO 

AUTOMÁTICO USANDO LOS SENSORES DE LOS SMARTPHONES” 

 

 

 

 

PRESENTA: 

JOVAN FARIK FERNÁNDEZ JOYA 

1910020014 

 

 

ASESOR TEMÁTICO: 

WILSON JAVIER SARMIENTO, PhD 

 

CO ASESOR TEMÁTICO: 

GABRIEL EDUARDO ÁVILA BUITRAGO, MSc 

 

 

 

 

JUNIO 2021 



TABLA DE CONTENIDO 

RESUMEN .............................................................................................................. 7 

INTRODUCCIÓN .................................................................................................... 8 

CONTRIBUCIONES ........................................................................................... 12 

OBJETIVOS DE LA PROPUESTA..................................................................... 13 

ESTRUCTURA DEL DOCUMENTO .................................................................. 14 

REVISIÓN DEL ESTADO DEL ARTE ................................................................... 16 

BÚSQUEDA SISTÉMICA ................................................................................... 20 

HALLAZGOS ..................................................................................................... 24 

ESTRATEGIA METODOLÓGICA ......................................................................... 28 

FASE 1 ............................................................................................................... 28 

FASE 2 ............................................................................................................... 29 

FASE 3 ............................................................................................................... 34 

RESULTADOS ...................................................................................................... 36 

SELECCIÓN DE CARACTERÍSTICAS .............................................................. 36 

RECONOCIMIENTO DE EVENTOS DE CONDUCCIÓN. ................................. 37 

EVALUACIÓN CON CARACTERÍSTICAS MIXTAS ...................................... 37 

EVALUACIÓN CON CARACTERÍSTICAS ESTADÍSTICAS .......................... 39 

RECONOCIMIENTO DE TIPOS DE CONDUCCIÓN. ........................................ 40 

EVALUACIÓN CON CARACTERÍSTICAS MIXTAS ...................................... 41 

HALLAZGOS ..................................................................................................... 44 

CONCLUSIONES Y RECOMENDACIONES FINALES ........................................ 45 

REFERENCIAS ..................................................................................................... 50 

ANEXOS ............................................................................................................... 57 

 



  



LISTA DE TABLAS 

Tabla 1. Muertes por accidentes de tránsito en el mundo. ...................................... 8 

Tabla 2. Accidentes de Tránsito (casos). Colombia, 2005 - 2014 (anual). .............. 9 

Tabla 3. Artículos por año primera ejecución ........................................................ 22 

Tabla 4. Artículos por año segunda ejecución. ...................................................... 22 

Tabla 5. Criterios de exclusión de artículos ........................................................... 23 

Tabla 6. Uso de los sensores de los smartphones. ............................................... 24 

Tabla 7. Artículos científicos por sensor. ............................................................... 24 

Tabla 8. Eventos capturados por los smartphones. .............................................. 25 

Tabla 9. Métodos de aprendizaje de máquina implementados. ............................ 25 

Tabla 10. Métodos de aprendizaje por artículo científico. ..................................... 26 

Tabla 11. Estilos de conducción identificados. ...................................................... 27 

Tabla 12. Reducción de etiquetado de los eventos capturados. ........................... 33 

Tabla 13. Configuración de clasificadores. ............................................................ 34 

Tabla 14. Mejores resultados de sensibilidad para datasets de características mixtas 

del subconjunto de eventos. .................................................................................. 38 

Tabla 15. Mejores resultados de especificidad y sensibilidad para datasets de 

características estadísticas subconjunto de eventos. ............................................ 40 

Tabla 16. Mejores resultados de especificidad y sensibilidad para datasets de 

características mixtas subconjunto tipo de conducción. ........................................ 42 

Tabla 17. Mejores resultados de especificidad y sensibilidad para datasets de 

características estadísticas subconjunto tipo de conducción. ............................... 43 

  



LISTA DE FIGURAS 

Figura 1. Factores que influyen el estilo de conducción. ....................................... 18 

Figura 2. Resultados de una búsqueda sobre sistemas en desarrollo que están 

indagando sobre técnicas, métodos y sensores usados en el reconocimiento de 

estilos de conducción. ........................................................................................... 20 

Figura 3. Etapas de la revisión sistemática. .......................................................... 20 

Figura 4. Sensor Data Recorder ............................................................................ 30 

Figura 5. Mapa Gran Granada - Bogotá D. C. ....................................................... 32 

Figura 7.Gráfica de puntos en el espacio ROC mejores resultados datasets de 

características mixtas subonjunto de eventos. ...................................................... 39 

Figura 8. Gráfica de puntos en el espacio ROC mejores resultados datasets de 

características estadísticas subconjunto de eventos. ............................................ 40 

Figura 9. Gráfica de puntos en el espacio ROC mejores resultados datasets de 

características mixtas subconjunto de tipo de conducción. ................................... 42 

Figura 10. Gráfica de puntos en el espacio ROC mejores resultados datasets de 

características estadísticas subconjunto tipo de conducción. ............................... 44 

  



ANEXOS 

Anexo 1. Composición del archivo del dataset estadístico. ................................... 58 

Anexo 2. Estructura del dataset de características frecuenciales. ........................ 60 

Anexo 3. Datos tabulados de los procesos de clasificación. ................................. 62 

Anexo 4. Artículo científico. ................................................................................... 73 

  



RESUMEN 

Los estilos de conducción son aquellos aspectos únicos que identifican la forma en 

que cada conductor conduce un vehículo. Cada persona tiene un estilo propio que 

lo identifica y que ha sido desarrollado a través del tiempo y se ha visto influenciado 

por factores humanos y medioambientales. El presente proyecto busca identificar 

los estilos de conducción con el apoyo de un conjunto de sensores presentes en los 

smartphones, con el fin de clasificar a los conductores de vehículos. Este proyecto 

busca generar un aporte en el estudio y caracterización, por medios 

computacionales, de uno de los factores que es tercera causa de accidentes de 

tránsito, cuyos resultados podrán ser usados a futuro en aplicación como: tarifación 

diferencias de pólizas de seguros de automóviles, mejorar el consumo de gasolina, 

conducción autónoma, generación de rutas de tráfico vehicular seguro, entre otras. 

ABSTRACT 

Driving styles are those unique aspects that allow to identify the way a person drives 

a car. Each person has a unique style of driving, which has evolved with time, and 

has been influenced by human and environmental factors.  This work proposes a 

contribution to the study and characterization, by computational methods, of a factor 

that is the third cause of vehicular traffic accidents. The results of this work. Must be 

used in differential vehicular insurance policies, improve gas consume, automatic 

driving, generation of safe vehicular paths, among others. 

PALABRAS CLAVE 

Estilos de conducción, teléfono inteligente, conductor de vehículo. 

KEY WORDS 

Driving styles, smartphone, vehicle driver. 

  



INTRODUCCIÓN 

En la actualidad, una gran cantidad de ciudades en el mundo, particularmente en 

países en vía de desarrollo, se presenta un alto flujo vehicular el cual genera 

congestión en sus diferentes vías. Debido a esto, las personas que conducen 

vehículos tienden a presentar estilos de conducción agresivos, que en muchas 

ocasiones se convierten en accidentes de tránsito. El estilo de conducción agresivo 

se considera como la tercera causa generadora de accidentes de tránsito [1]. 

Con el objetivo de realizar un seguimiento a los accidentes de tránsito, en el año 

2013, la Organización Mundial de la Salud (OMS) pudo establecer que, en 

promedio, unas 3000 personas mueren a diario en todo el mundo a causa de 

accidentes de tránsito, donde: el 22% son peatones, el 23% son motociclistas y el 

5% son ciclistas. El estudio también reveló que cada año mueren cerca de 1,24 

millones de personas y que entre 20 y 50 millones resultan heridas en las diferentes 

carreteras del mundo [1]. Este mismo estudio realizado en el 2015, estableció que 

la tasa de muertes aumentó llegando a 1.35 millones de personas, convirtiéndose 

en una de las principales causas de muerte en personas de todas las edades y la 

primera causa de muerte de adultos jóvenes entre los 15 y 29 años, sin embargo, 

también es posible afirmar que las medidas de seguridad implementadas en 

diferentes países ha evitado un mayor crecimiento teniendo en cuenta el aumento 

de la población y la compra de automóviles [2]; en la Tabla 1 se muestra la cantidad 

de personas fallecidas según estudios de la OMS. 

Tabla 1. Muertes por accidentes de tránsito en el mundo. 

2010 2013 2015 
1.20 1.24 1.35 

Fuente: Elaboración propia a partir de los datos de los informes sobre la situación mundial de la 

seguridad vial de 2011, 2013 y 2015. Valores dados en millones. 

Un informe entregado por el Instituto de Medicina Legal en el año 2012 resalta que 

las cifras de muertes por accidentes de tránsito en Colombia aumentaron un 1.5% 

en el 2011 con respecto al 2010 [3] y, en el Plan Nacional de Seguridad Vial se 

resalta el incremento de muertes en accidentes de tránsito del 2.1% en el 2014 



frente al 2013, convirtiéndose en la segunda causa de muerte violenta y la primera 

causa de muerte en las personas jóvenes de menos de 30 años en Colombia [4]. 

Debido a que la accidentalidad vehicular se ha convertido en un tema de salud 

pública, la Organización de las Naciones Unidas (ONU), decretó en marzo de 2010 

el decenio de la seguridad vial, el cual comenzó a regir en el 2011 y terminó en el 

2020. Este plan buscaba mejorar el comportamiento de los conductores al volante, 

lo cual está altamente relacionado con las observaciones de la OMS, quién definió 

la generación de hábitos más seguros de comportamiento en la conducción de 

vehículos [5] como un pilar fundamental de prevención de accidentes viales. 

La OMS en el año 2015 se planteó como meta la disminución en un 50% de las 

muertes y las lesiones por causa de accidentes de tránsito antes de que finalizara 

el 2020, meta que está asociada a unos de sus Objetivos de Desarrollo Sostenible 

[2]. 

En Colombia se desarrolló el Plan Nacional de Seguridad Vial 2011-2021, el cual 

actualizó el Plan Nacional de Seguridad Vial 2011-2016; en este plan se estableció 

como meta reducir en un 26% las muertes por accidentes de tránsito desde ese año 

hasta el 2021. En cifras, Colombia ha tenido un total de 1.836.373 accidentes de 

tránsito entre el 2005 y 2014, dejando lesionadas a 411.956 personas y a 58.121 

personas fallecidas [4]. Las cifras de accidentes de tránsito anuales entre el 2005 y 

el 2014 se pueden observar en la Tabla 2.  

Tabla 2. Accidentes de Tránsito (casos). Colombia, 2005 - 2014 (anual). 
2005 2006 2007 2008 2009 2010 2011 2012 2013 2014 

209.568 166.739 185.568 187.270 180.349 173.393 183.775 197.359 194.659 157.693 

Fuente: Plan Nacional de Seguridad Vial 2011-2021. 

Alcanzar este tipo de metas requiere hacer las cosas de una forma diferente y ahí 

es donde entra a participar la tecnología, la cual está jugando un papel cada vez 

más importante en la vida de las personas facilitando las tareas cotidianas [6], y el 

Internet, el cual ha revolucionado el mundo de las comunicaciones permitiendo la 

difusión de información a cualquier parte del mundo en solo segundos [7]. Ahora, 

sumémosle a todo este paradigma un integrante más, la internet de las cosas (IoT), 



cuyo concepto base es tener una gran cantidad de dispositivos interactuando entre 

sí para lograr objetivos comunes [8], como RFID, sensores y smartphones, por 

nombrar algunos, facilitando el diario vivir de las personas.[6]. 

Apoyado en lo anterior y en diferentes estudios de investigación científica realizados 

en algunos países de Europa y en Norte América, se han desarrollado procesos que 

logran identificar los estilos de conducción de los conductores con la ayuda de la 

IoT, ya sea instalando sensores como acelerómetros, barómetros y GPS en los 

vehículos [9], o con los sensores presentes en los smartphones [6], [10], [11]. Todo 

indica que los smartphones serán algunos de los dispositivos que serán utilizados 

en el futuro para estas tareas, ya que su bajo costo y facilidad de configuración, uso 

y disponibilidad, permitirán llegar a más conductores. Entre los datos que pueden 

ser capturados por los diferentes dispositivos IoT tenemos: la velocidad, la 

aceleración, la desaceleración, los giros, el cambio de carril y el frenado, entre otros. 

Hay que tener en cuenta que todos estos datos pueden verse afectados por las 

condiciones de la vía, lo que permitirá evidenciar cómo reaccionan los conductores 

a este tipo de circunstancias [12]. 

Hay que tener claro que los dispositivos IoT por sí solos no cumplen labor alguna y, 

por consiguiente, se deben determinar las variables necesarias que permitirán 

realizar el seguimiento, con el fin efectuar una clasificación sólida, ya que los 

resultados dependerán totalmente de esta selección. Después de tener claramente 

identificadas las variables, se aplican uno o varios algoritmos de aprendizaje de 

máquina, con el fin de evaluar e identificar el estilo de conducción del conductor 

[12]. Son muchos los algoritmos que pueden ser utilizados solos o en combinación. 

Algunos de ellos pueden ser: Dynamic Time Warping (DTW), redes neuronales 

artificiales multicapa, árboles de decisión, máquinas de soporte vectorial, modelos 

ocultos de Markov (HMM) y Naïve Bayes entre otros [6].[12]. Son muchos los 

algoritmos que pueden ser utilizados solos o en combinación. Algunos de ellos 

pueden ser: Dynamic time warping (DTW), redes neuronales artificiales multicapa, 

árboles de decisión, máquinas de soporte vectorial, modelos ocultos de Markov 

(HMM) y Naïve Bayes entre otros [6]. 



El reconocimiento de estilos de conducción trae en sí muchas aplicaciones, las 

cuales pueden ser trabajadas en temas cotidianos que muchas veces son pasados 

por alto. A continuación, se nombran algunas de las aplicaciones que pueden 

implementadas: 

• Tarifación de pólizas de seguros de automóviles basados en estilos de 

conducción agresivos o pasivos, que incrementan o decrementan el porcentaje 

de la tarifa a ser liquidada de forma mensual según como condujo el vehículo el 

mes inmediatamente anterior [13]. 

• Mejora del consumo de gasolina evidenciando los estilos de conducción que 

generan un mayor consumo [12]. 

• Evidencia de los estilos de conducción agresivos en el transporte público, que 

pongan en riesgo la vida de los pasajeros [11]. 

• Identificación de personas en estado de alteración, ya sea por estrés, ebriedad 

o bajo el efecto de sustancias psicoactivas, ya que su estilo de conducción es 

errático. 

• Vehículos autónomos [12]. 

El proceso de conducir un vehículo es complejo y dinámico donde intervienen 3 

elementos: el vehículo, el entorno y el conductor [1], siendo el conductor el único 

que toma decisiones y realiza acciones. Esta es la razón por la cual los estudios 

sobre la accidentalidad vial se enfocan en este elemento con el fin de poder 

disminuirla apuntando a la identificación de los estilos de conducción.  

El estilo de conducción de una persona suele ser afectado por los entornos sociales 

y dependen de factores internos como externos al vehículo. Por ejemplo, de forma 

empírica sabemos que un mismo conductor tendría un comportamiento en la ciudad 

de Bogotá y otro muy diferente en una ciudad pequeña como Zipaquirá. Usando el 

mismo ejemplo, lo que es percibido como un conductor agresivo en Zipaquirá, 

puede no serlo en un sector donde el tráfico es denso en Bogotá. 

Por esta razón, muchos de los estudios relacionados con los estilos de conducción 

en otras latitudes no pueden ser interpolados de forma directa a nuestro país, lo 

cual crea la necesidad de realizar estudios que permitan entender las dinámicas del 



tráfico vehicular y su relación con los estilos de conducción en nuestro contexto 

local. Esto incluye el desarrollo de herramientas, conjuntos de datos y conocimiento, 

que permitan adelantar tales estudios. 

Es en este punto donde se centró el desarrollo de esta tesis de grado de maestría. 

Puntualmente, este trabajo buscó definir un modelo computacional que permitiera 

reconocer estilos de conducción, usando conjuntos de datos y sensores comunes 

en nuestro contexto. Por tal razón, se propuso el uso de los sensores presentes en 

los smartphones, debido a que la gran mayoría de los vehículos en nuestro país no 

cuenta con sistemas de monitoreo adecuados, muy contrario al uso de los 

smartphones el cual si se encuentra masificado. 

CONTRIBUCIONES 

Las contribuciones de este trabajo de maestría se pueden puntualizar en los 

siguientes aspectos. 

En primer lugar, se realizó una actualización del estado del arte mediante un 

protocolo de búsqueda sistemática, sobre la base datos de SCOPUS. El objetivo 

fue identificar en la literatura publicaciones donde se utilizaron los smartphones 

como un dispositivo que capturara señales de los sensores presentes en dicho 

dispositivo, para así identificar cuáles eran los sensores más utilizados. En este 

proceso, se identificaron los métodos de aprendizaje de máquina utilizados para 

clasificar los estilos de conducción. Los resultados del proceso anterior permitieron 

sometimiento del artículo titulado “Smartphones, Suitable Tool for Driver Behavior 

Recognition. A Systematic Review” al Iberoamerican Workshop on Human-

Computer Interaction, HCI Collab 2020, documento que fue aceptado, presentado y 

publicado en las memorias del evento [14].[14]. 

El segundo aporte corresponde a un dataset de conducción formado por tres (3) 

secuencias de conducción, que corresponden aproximadamente a 45 minutos, 

debidamente etiquetado con 14 eventos de conducción. El dataset fue segmentado 

en dos subconjuntos de datos, uno orientado a los eventos de la conducción misma 

(giros, arranque, frenado, entre otros), y el segundo, a la forma de la conducción, 



separando una conducción normal, de una conducción agresiva. Se recalca que en 

la revisión del estado de arte no se identificó un dataset similar en Latinoamérica.  

El tercer aporte fue un proceso de experimentación computacional que permitió 1) 

la caracterización de las señales objetivas y etiquetadas (dataset), tanto estadística 

como frecuencialmente, usando un proceso de ventana deslizante, 2) la selección 

del conjunto adecuado de características, 3) la aplicación de seis (6) algoritmos 

distintos de aprendizaje de máquina para el reconocimiento de  los eventos como 

de los tipos de conducción, y 4) un análisis basado en métricas de calidad de 

reconocimiento de máquina (especificidad y sensibilidad)  para elegir el mejor 

clasificador y tamaño de la ventana deslizante. 

OBJETIVOS DE LA PROPUESTA 

Lo que se planteó en el desarrollo de la presente tesis de grado de maestría fue 

poder identificar estilos de conducción de las personas que conducen vehículos con 

la ayuda de los sensores presentes en los smartphones. 

Para cumplir con el propósito de esta tesis de maestría se definió el siguiente 

objetivo general: 

Establecer un modelo computacional que permita reconocer estilos de 
conducción, utilizando los sensores presentes en los teléfonos inteligentes. 

El cual fue apoyado por los siguientes objetivos específicos: 

• Identificar los sensores, métodos de procesamientos y enfoques de 

aprendizaje de máquina, para la identificación de estilos de conducción 

mediante smartphones, reportados en la literatura. 

• Construir un conjunto de datos, con base en las señales proporcionadas por 

los sensores presentes en los teléfonos inteligentes, que permita la 

evaluación y ajuste de los enfoques seleccionados para el reconocimiento de 

estilos de conducción. 



• Determinar cuál enfoque de aprendizaje de máquina presenta un mejor 

desempeño en la identificación de estilos de conducción, mediante 

esquemas de validación cruzada. 

ESTRUCTURA DEL DOCUMENTO  

Este documento se realizó con un total de 5 capítulos y 4 anexos. El capítulo 1 

presenta la introducción de lo que se encontrará en el texto junto a las 

contribuciones.  

En el capítulo 2 se encuentra la revisión del estado del arte donde se explica el 

proceso de búsqueda sistémica realizada y los hallazgos del proceso, donde se 

identifican los sensores de los smartphones que son utilizados en la captura de 

señales y los métodos de aprendizaje de máquina que se implementaron en los 

diferentes artículos. 

Para el capítulo 3 contiene la estrategia metodológica desarrollada la cual se dividió 

en 3 fases, donde se buscó la aplicación de captura de datos, se levantaron las 

señales de los sensores, se generó el dataset y se aplicaron los diferentes 

clasificadores encontrados en la revisión del estado del arte.  

En el capítulo 4 presenta los resultados obtenidos del proceso realizado, donde se 

identifican los mejores clasificadores con su respectivo mejor parámetro de proceso, 

la ventana en la que mejor se desempeñó el clasificador y cuál conjunto de datos 

generó mejores resultados.  

El capítulo 5 expone las conclusiones del desarrollo del proyecto y discusión de 

trabajo futuro y consideraciones finales.  

Adicional al documento se presenta el anexo 1 que muestra la configuración del 

archivo que genera el programa de Python para las características estadísticas; el 

anexo 2 muestra la configuración del archivo que genera el programa de Python 

para las características frecuenciales; el anexo 3 muestra toda la tabulación 

realizada para determinar la mejor venta, el mejor clasificador y los mejores 



parámetros para la clasificación y el anexo 4 contiene el artículo científico sometido 

y expuesto. 

 

  



REVISIÓN DEL ESTADO DEL ARTE 

En los últimos años, la IoT ha permitido que procesos que anteriormente eran 

complicados de realizar, hoy sean muy sencillos. Y, ¿qué es la IoT? Según lo 

explican en [15], la IoT es solo una colección de objetos físicos interconectados, que 

generan y transmiten información y que pueden estar conectados a internet; en 

cambio para [16] la IoT tiene una definición más conceptual: una infraestructura de 

red global y dinámica con capacidad de autoconfiguración sobre protocolos de 

comunicación estándar e interoperables, en el que las "cosas" físicas y virtuales 

poseen identidad, atributos físicos y virtuales, utilizan interfaces inteligentes y se 

integran entre ellas. A través de la IoT se genera información relevante que será 

procesada y analizada para cumplir un fin específico. 

Para algunas consultoras, en los próximos años existirán más dispositivos 

conectados a internet que personas, intercambiando información relevante en 

procesos distribuidos y colaborativos [17][15].[17][15].[17][15]. 

La IoT está generado un gran impacto en la sociedad, el medioambiente y la 

economía, agregando valor en una gran cantidad de ámbitos que van desde la 

logística, el transporte y el seguimiento de activos, hasta los entornos inteligentes 

(hogares, edificios, infraestructuras), pasando por la energía, la defensa y la 

agricultura como lo es expresado en [18]. En esencia, la IoT tiene el potencial de 

influir significativamente en todas las facetas de la sociedad. 

La visión de la IoT es ir más allá de los smartphones y portátiles como lo dicen en 

[19], la cual ha generado una reestructuración de los diferentes dispositivos 

inteligentes, las arquitecturas de software y las arquitecturas de hardware como en 

las redes de telecomunicaciones, con solo una finalidad, recolectar el mayor número 

de datos sin la intervención de personas. 

No cabe duda de que la industria automotriz ha desarrollado grandes 

investigaciones buscando reducir las muertes en accidentes de tránsito que han 

sido impulsadas por los grandes fabricantes de vehículos como se menciona en [5], 

dando origen a los sistemas avanzados de asistencia a la conducción (ADAS). 



También se hace un breve recuento sobre la historia de las tecnologías 

implementadas para la seguridad en la conducción, la cual se divide en 2 etapas: 

La primera etapa comprende entre los años 1950 y 2000, mencionando que en 1958 

aparecen los primeros sistemas automáticos como el control de velocidad, la bolsa 

de aire que aparece en 1973 y el control de estabilización electrónica que aparece 

en 1987. La segunda etapa se desarrolla desde el año 2000 y es cuando se 

desarrollan los ADAS, el cual han permitido que las cifras de muertes por accidentes 

de tránsito hayan disminuido.[5], dando origen a los sistemas avanzados de 

asistencia a la conducción (ADAS). También se hace un breve recuento sobre la 

historia de las tecnologías implementadas para la seguridad en la conducción, la 

cual se divide en 2 etapas: La primera etapa comprende entre los años 1950 y 2000, 

mencionando que en 1958 aparecen los primeros sistemas automáticos como el 

control de velocidad, la bolsa de aire que aparece en 1973 y el control de 

estabilización electrónica que aparece en 1987. La segunda etapa se desarrolla 

desde el año 2000 y es cuando se desarrollan los ADAS, el cual han permitido que 

las cifras de muertes por accidentes de tránsito hayan disminuido. 

En los últimos años se viene usando la IoT con el fin de identificar estilos de 

conducción y así ayudar a disminuir la accidentalidad vial, tema que está siendo 

estudiado ampliamente a nivel mundial y el cual ha permitido identificar las 

principales razones por las cuales se presentan accidentes de tránsito. 

Según [1], al conductor se le imputa el 90% de los accidentes de tránsito que se 

presentan en el mundo; a la distracción se le atribuye más de la mitad de los 

accidentes de tránsito siendo el primer factor de accidentalidad vial; la fatiga es el 

segundo factor de accidentalidad vial y representa entre el 25% y el 35% de estos; 

el tercer factor generador de accidentes de tránsito es la conducción agresiva. 

La distracción de los conductores está asociada a aquellas actividades que generan 

que el conductor de un vehículo deje de ver el entorno de conducción y por 

consiguiente pierda la atención de lo que está realizando. 

Con relación a la fatiga, en [20] comentan de los estudios que han realizado y que 

buscan determinar los diferentes factores que permiten identificarla y entre los 



cuales tenemos: somnolencia, agotamiento, letargo y apatía. Estos describen un 

cansancio y debilidad ya sea físico o mental. 

En [12] hablan de que los estilos de conducción son influenciados por muchos 

factores que están divididos en factores humanos y factores medioambientales. 

Entre los factores humanos tenemos: los sentimientos, la edad, el género, la 

personalidad, la actitud, el riesgo que se asume, la capacidad de agresión, la 

procedencia demográfica, la toma de decisiones, la familiaridad con el vehículo, la 

experiencia y formación de conducción y ciertas condiciones como drogadicción y 

alcoholismo entre otras; entre los factores medioambientales tenemos: el tráfico, la 

estación, el clima, el tipo de vía, los otros conductores, la visibilidad, el estado del 

camino, el momento del día, los peatones, los ciclistas y las condiciones lumínicas, 

entre otros. Todos estos factores se esquematizan en la Figura 1. 

 
Figura 1. Factores que influyen el estilo de conducción. 

En [1] nos cuentan sobre los sistemas de control de conducción y asistencia 

(DMAS), cuyo propósito es mejorar la experiencia de conducción con la ayuda de 

múltiples sensores que miden parámetros del conductor, el vehículo y el entorno, 

buscando una conducción segura y cómoda. El DMAS permite vigilar los ojos, los 

brazos, las piernas o cualquier movimiento del cuerpo que permita identificar la 



fatiga, la distracción o la conducción agresiva. Existen DMAS centrados en el 

conductor y centrados en el vehículo. 

En [12] hablan del papel de los sensores tales como la unidad de medida inercial, 

el acelerómetro, el sistema de posicionamiento global (GPS), el sistema de 

información geográfica (SIG), el sensor de radar y los smartphones entre otros, que 

son utilizados para reconocer los estilos de conducción de las personas. Los 

vehículos más recientes vienen con algunos de estos sensores ya incluidos en sus 

especificaciones básicas. Estos sensores permiten capturar eventos específicos 

tales como: frenado, seguimiento del vehículo, mantenimiento de distancias, 

rotondas, manejo y el retardo en la reacción a los eventos. 

Según [12], los estilos de conducción pueden ser capturados por señales que están 

estrechamente relacionadas con los criterios de clasificación tales como: clases 

directas e indexación continua; y la implementación de algoritmos de 

reconocimiento en los cuales tenemos: implementación a través de reglas, 

implementación a través de modelos y a través de algoritmos de aprendizaje. 

En [12], cuentan que los algoritmos basados en reglas son el enfoque más sencillo 

para el reconocimiento de estilos de conducción ya que se definen umbrales para 

las variables que van a hacer monitorizadas, las cuales se definen para eventos 

específicos. También cuentan que los algoritmos basados en modelos determinan 

el estilo de conducción definiendo un conjunto de ecuaciones de características 

predefinidas; hay que tener en cuenta que cada modelo tiene un estilo de 

conducción asociado. Estos algoritmos pueden ser supervisados, no supervisados 

o la mezcla de estos dos. 

Adicionalmente, resultados parciales de una búsqueda sobre sistemas en 

desarrollo, que están indagando sobre las técnicas, métodos y sensores usados en 

el reconocimiento de estilos de conducción, muestra que de 805 trabajos 

encontrados en SCOPUS, ninguno tiene como origen Latinoamérica (Ver Figura 2), 

lo cual evidencia la necesidad de desarrollar trabajos orientados a las 

particularidades propias de nuestra región con respecto a parque automotor, 

características de nuestras ciudades y de los conductores. 



 
Figura 2. Resultados de una búsqueda sobre sistemas en desarrollo que están indagando sobre 

técnicas, métodos y sensores usados en el reconocimiento de estilos de conducción. 

BÚSQUEDA SISTÉMICA 

Se desarrolló una revisión sistemática que se dividió en una serie de etapas, las 

cuales se describen en la Figura 3. En la primera etapa de establecieron las 

preguntas de investigación que permitiera establecer los parámetros del proceso de 

la búsqueda; la segunda etapa tuvo como objetivo construir la ecuación de 

búsqueda con la cual se identificarían los artículos a ser trabajados; en la tercera 

etapa se ejecutó la ecuación de búsqueda en la base de datos de SCOPUS; con el 

fin de refinar la ecuación de búsqueda y mejorar el resultado de la búsqueda, la 

etapa 2 y la etapa 3 fueron ejecutadas en varias ocasiones; en la cuarta etapa se 

aplicaron criterios de exclusión y en la quinta etapa se realizó la extracción de la 

información. 

 

Figura 3. Etapas de la revisión sistemática. 

ETAPA 1. Como resultado de la ejecución de esta etapa, se plantearon las 

siguientes preguntas de investigación: 

• ¿Cuáles han sido los estudios realizados que identifican los estilos de 

conducción de vehículos usando los smartphones? 



• ¿Existe algún estudio publicado que desarrolle la identificación de estilos de 

conducción de vehículos usando los smartphones en Colombia y 

Latinoamérica? 

• ¿Cuáles han sido los sensores de los smartphones que han sido utilizados 

como apoyo para la identificación de estilos de conducción de vehículos? 

• ¿Qué métodos de análisis de datos han sido utilizados como apoyo en la 

identificación de estilos de conducción de vehículos? 

ETAPA 2. En esta etapa se identificaron las siguientes etiquetas con el fin de 

obtener la ecuación de búsqueda: 

• Etiquetas para los dispositivos móviles 

o Mobile 

o Cellphone 

o Smartphone 

• Etiquetas para los estilos de conducción 

o Driving pattern 

o Driving mode 

o Driving style 

o Driving comportment 

o Driving bearing 

o Driving kind 

o Driving type 

• Etiquetas de personalización de la búsqueda 

o Recognition 

o Classification 

o Characterization 

o Identification 

o Detection 

o Learning 



Por último, solo se tuvieron en cuenta artículos científicos publicados en los años 

2020, 2019, 2018 y 2017 y que fueran de los tipos artículo de revista y artículo en 

conferencia. 

ETAPA 3. La primera ejecución con la ecuación de búsqueda ya optimizada se 

realizó el 12 de febrero de 2020, obteniendo como resultado un total de 64 artículos; 

la distribución de los artículos por año se muestra en la Tabla 3. 

Tabla 3. Artículos por año primera ejecución 

Año de publicación Cantidad de artículos 
2019 32 

2018 15 

2017 17 

Fuente: Elaboración propia a partir del resultado de SCOPUS. 

A este resultado se le aplicó la ejecución de la etapa 4, sin embargo, con el fin de 

mejorar los resultados de la primera búsqueda, se realizó una segunda ejecución 

de la ecuación de búsqueda el 5 de julio de 2020 donde se obtuvieron un total de 

73 artículos; la distribución de los artículos por año se muestra en la Tabla 4. 

Tabla 4. Artículos por año segunda ejecución. 

Año de publicación Cantidad de artículos 
2020 7 

2019 34 

2018 15 

2017 17 

Fuente: Elaboración propia a partir del resultado de SCOPUS. 

ETAPA 4. Los 73 artículos científicos obtenidos se sometieron a un proceso de 

selección aplicando los siguientes criterios de exclusión: 

• Exclusión por artículos repetidos, 

• Exclusión por abstract  

• Exclusión por introducción. 



El primer criterio de exclusión eliminó de la lista 3 artículos científicos que equivalen 

al 4% del total de artículos obtenidos; este proceso dejó 70 artículos científicos por 

seguir trabajando. 

El segundo criterio de exclusión eliminó de la lista un total de 25 artículos científicos 

que equivalen al 34% del total de artículos obtenidos; este proceso dejó 45 artículos 

por seguir trabajando. 

El tercer criterio de exclusión eliminó de la lista un total de 20 artículos científicos 

que equivalen al 27% del total de artículos obtenidos; al final de todo el proceso de 

exclusión quedaron un total de 25 artículos científicos a ser trabajados. El resumen 

del proceso de exclusión se puede observar en la Tabla 5. 

 

Tabla 5. Criterios de exclusión de artículos 

Motivo de exclusión Artículos excluidos Porcentaje de artículos 
Artículos repetidos 3 4% 

Por abstract 25 34% 

Por introducción 20 27% 

Fuente: Elaboración propia. 

En esta etapa también se realizó una evaluación de la calidad de los artículos 

científicos con el fin de determinar si generaban valor al proceso; esta evaluación 

condujo a la exclusión de 3 artículos adicionales debido a que se salían del contexto 

de las preguntas de investigación; al final, para la etapa 5 quedaron 22 artículos 

científicos a ser trabajados. 

ETAPA 5. En esta etapa se identificaron los siguientes puntos: 

• Sensores de los smartphones que funcionan para la identificación de estilos 

de conducción de vehículos. 

• Eventos que son capturados para determinar estilos de conducción de 

vehículos. 

• Métodos de aprendizaje de máquina que fueron implementados para la 

identificación de estilos de conducción de automóviles. 



• Estilos de conducción que fueron identificados en los diferentes artículos 

científicos. 

HALLAZGOS  

En la Tabla 6 se muestra el resultado de la cantidad de veces que fueron utilizados 

los sensores en los diferentes artículos científicos, y en la cual se pueden evidenciar 

que los más utilizados son el acelerómetro, el giroscopio, el GPS y el magnetómetro; 

los otros sensores tienen un menor uso debido a que cumplen funciones más 

específicas. 

Tabla 6. Uso de los sensores de los smartphones. 

Sensor Cantidad de artículos que lo implementaron % de artículos 

Acelerómetro 19 86% 

Giroscopio 18 82% 

GPS 13 59% 

Magnetómetro 11 50% 

Cámara 5 23% 

Micrófono 1 5% 

Sensor de rotación 1 5% 

Sensor de luz 1 5% 

Fuente: Elaboración propia a partir del resultado del análisis de la extracción de la información. 

La distribución de los artículos científicos por cada uno de los sensores trabajados 

se puede visualizar en la Tabla 7. 

Tabla 7. Artículos científicos por sensor. 

Sensor Artículos científicos 
Acelerómetro [21], [22], [23], [24], [25], [26], [27], [28], [29], [30], [31], [32], [33], [34], [35], 

[36], [37], [38], [39] 

Giroscopio [40], [41], [42], [24], [25], [43], [26], [27], [28], [29], [31], [32], [33], [34], [44], 

[37], [45], [46] 

GPS [41], [42], [25], [47], [27], [28], [29], [30], [33], [34], [37], [45], [46] 

Magnetómetro [40], [41], [24], [25], [27], [28], [30], [33], [44], [45], [46] 

Cámara [42], [48], [32], [44], [46] 

Micrófono [42] 

Sensor de rotación [44] 



Sensor de luz [42] 

Fuente: Elaboración propia a partir del resultado del análisis de la extracción de la información. 

En la Tabla 8 se muestran los diferentes eventos que son capturados en los 

diferentes artículos científicos. 

Tabla 8. Eventos capturados por los smartphones. 

Evento Número de veces que fue 
capturado en artículos 

Porcentaje de 
artículos 

Aceleración 15 68% 

Frenado 15 68% 

Giros 10 45% 

Cambio de carril 6 27% 

Exceso de velocidad 5 23% 

Velocidad 5 23% 

Uso del smartphone 5 23% 

Bostezos 3 14% 

Cierre de los ojos 3 14% 

Movimientos de la cabeza 3 14% 

Parpadeo 2 9% 

Posición del vehículo en la vía 2 9% 

Otros eventos 9 41% 

Fuente: Elaboración propia a partir del resultado del análisis de la extracción de la información. 

En el ítem de otros eventos podemos encontrar todos aquellos que fueron 

mencionados una sola vez, como, por ejemplo: ruido en la cabina, distancia 

recorrida, postura, rasgos faciales, subidas y bajadas inclinadas entre otros. 

En la Tabla 9 se evidencian los diferentes métodos de aprendizaje de máquina que 

fueron implementados para la identificación de estilos de conducción de vehículos. 

Tabla 9. Métodos de aprendizaje de máquina implementados. 

Método de aprendizaje de máquina Número de veces que fue 
implementado 

Porcentaje de 
artículos 

SVM 7 32% 

Cross validation 6 27% 

Random forest 5 23% 

C4.5 4 18% 



Naïve Bayes 4 18% 

K-means 4 18% 

Red neuronal de perceptrón de múltiples 

capas 

4 18% 

BayesNet 3 14% 

Inferencia difusa 2 9% 

Red neuronal recurrente 2 9% 

J48 2 9% 

Red neuronal convulsionada 2 9% 

Otros métodos de aprendizaje de máquina 14 64% 

Fuente: Elaboración propia a partir del resultado del análisis de la extracción de la información. 

En el ítem de otros métodos de aprendizaje de máquina se encuentran todos 

aquellos que fueron nombrados una sola vez y en los cuales podemos encontrar: 

red neuronal profunda, red neuronal artificial, red neuronal de fusión de base radial, 

gradient boot tree, entre otros. 

En la Tabla 10 se puede observar la distribución de los artículos científicos por cada 

uno de los métodos de aprendizaje de máquina. 

Tabla 10. Métodos de aprendizaje por artículo científico. 

Método de aprendizaje de máquina Artículos científicos 
Random forest [41], [43], [26], [31], [45] 

C4.5 [41], [30], [31], [37] 

Naïve Bayes [41], [26], [30], [31] 

BayesNet [41], [26], [44] 

K-means [41], [29], [30], [44] 

SVM [41], [30], [31], [32], [35], [44], [45] 

Red neuronal de perceptrón de múltiples capas [24], [26], [30], [37] 

Inferencia difusa [24], [30] 

Red neuronal recurrente [44], [45] 

J48 [47], [26] 

Red neuronal convulsionada [43], [44] 

Otros eventos de aprendizaje de máquina [47], [43], [27], [30], [32], [33], [37], [45] 

Fuente: Elaboración propia a partir del resultado del análisis de la extracción de la información. 



Otra de las acciones implementadas en los artículos [41], [26], [30], [31], [35], [37] 

fue la evaluación mediante validación cruzada.[40], [26], [30], [31], [35], [37] fue la 

validación cruzada.[40], [26], [30], [31], [35], [37] fue la validación cruzada.[40], [26], 

[30], [31], [35], [37] fue la validación cruzada. 

En la Tabla 11 se muestran los estilos de conducción que fueron identificados en 

los diferentes artículos científicos. 

Tabla 11. Estilos de conducción identificados. 

Estilos de conducción Número de veces que fue 
identificado 

Porcentaje de 
artículos 

Distracción en la conducción 11 50% 

Conducción agresiva 9 41% 

Conducción anormal 5 23% 

Conducción normal 4 18% 

Otros estilos de conducción 3 14% 

Fuente: Elaboración propia a partir del resultado del análisis de la extracción de la información. 

En el ítem de otros estilos de conducción, están todos aquellos que fueron 

nombrados una sola vez por los diferentes autores de los artículos científicos. 

Al final de todo el proceso se pudo establecer que son muchas y muy variadas las 

formas de trabajo que son implementadas para la identificación de estilos de 

conducción de vehículos, y que estas dependen del objetivo de cada investigación. 

  



ESTRATEGIA METODOLÓGICA 

Para el desarrollo de esta tesis de grado de maestría se realizaron tres (3) fases, 

orientadas al cumplimiento de cada uno los objetivos específicos.  

FASE 1 

La primera fase tenía como finalidad la identificación de los diferentes sensores 

presentes en los smartphones que son usados para capturar información y se buscó 

determinar los modelos computacionales y algoritmos de aprendizaje de máquina 

usados en el estado del arte. Para esto se realizó una búsqueda sistémica en la 

base de datos SCOPUS.  Todos los detalles del proceso están explicados en la 

sección BÚSQUEDA SISTÉMICA, del capítulo REVISIÓN DEL ESTADO DEL 

ARTE. 

Es necesario mencionar nuevamente que los sensores más utilizados en el estado 

del arte son el acelerómetro, el giroscopio, el GPS y el magnetómetro. Se decidió 

usar únicamente el acelerómetro y el giroscopio, debido a que son los más usados 

en la literatura y tienen un menor consumo de batería, lo que facilita el desarrollo de 

ampliación para el usuario final. 

Otro resultado de la búsqueda sistémica fue la identificación de los métodos de 

aprendizaje de máquina más usados, lo que permitió elegir los siguientes 

clasificadores: 

• K-Means 

• Máquinas de soporte vectorial (SVM) 

• Redes neuronales de perceptrón multicapa (RNPM) 

• Random forest 

• Árbol de decisión J48 

• Naïve Bayes 

Un hallazgo importante que se pudo determinar es un método de reconocimiento de 

estilos de conducción, basado en eventos de conducción. Entre los principales 

eventos usados como indicadores de estilos de conducción se encontraron los giros 



(derecha, izquierda, en U), la aceleración, el frenado y los cambios de carril. En 

cuanto al reconocimiento de un grupo de estilo de conducción particular no hay un 

consenso, dado que, cómo se ha comentado anteriormente, se puede interpretar 

desde muchos aspectos socioculturales. Sin embargo, lo que sí es común en todos 

los casos en la necesidad de identificar un estilo de conducción agresivo, debido al 

impacto que tiene en la seguridad vial.  

FASE 2 

En la segunda fase se construyó un dataset ajustado al enfoque diseñado que 

permitiera identificar los estilos de conducción.  

Para el desarrollo de esta fase, se buscaron aplicaciones en las tiendas de 

aplicaciones de dispositivos con sistema operativo Android (Google Play) y con 

sistema operativo IOS (App Store) que permitieran la captura de las señales de los 

sensores de los teléfonos celulares; las pruebas iniciales para la selección de las 

dos (2) aplicaciones candidatas para el proceso se realizaron en una mesa, donde 

se activaba cada aplicación y se generaban varios movimientos al celular y después 

de desactivar la aplicación se analizaban los datos generados, su facilidad de uso y 

de ser compartidos. 

Teniendo como base el proceso realizado, se escogieron dos (2) aplicaciones para 

realizar las primeras evaluaciones de captura de señales en el proceso de 

conducción de un vehículo. La primera aplicación evaluada fue AndroSensor que 

funciona sobre sistema operativo Android, la aplicación captura las señales de los 

sensores del acelerómetro, giroscopio, magnetómetro y GPS. Las desventajas de 

esta aplicación son la imposibilidad de captura voz dentro de la misma aplicación 

durante el experimento, lo que obliga a usar una aplicación adicional para realizar 

esta labor lo que dificultaba la sincronización de la captura de las señales con la 

descripción del evento ejecutado; adicionalmente, el proceso para compartir los 

resultados del experimento es un poco tedioso. La segunda aplicación evaluada fue 

Sensor Data Recorder (Ver Figura 4). que funciona sobre sistema operativo IOS. 

Esta aplicación captura señales de los sensores del acelerómetro y del giroscopio y 



tiene una ventaja con respecto a la anterior y es que permite la captura de voz 

durante la ejecución del experimento, fuera de que permite compartir los resultados 

de una forma sencilla. 

Después de las validaciones realizadas con las dos (2) aplicaciones y de analizar 

las ventajas y desventajas que tenían cada una de ellas en su uso, se decidió 

trabajar con la aplicación Sensor Data Recorder como aplicación para captura de 

señales de los sensores. 

 

Figura 4. Sensor Data Recorder 

El smartphone utilizado para el proceso de captura de señales fue un IPhone 6S 

Plus, el cual cuenta con múltiples sensores y que cumple con los parámetros 

necesarios para la ejecución de los experimentos; al smartphone se le instaló la 

aplicación anteriormente indicada y fue el único utilizado para todo el. El vehículo 

utilizado para esta labor fue un Renault Logan de transmisión mecánica. 



Para el proceso de captura de señales del smartphone fue necesario tipificar los 

eventos que iban a ser capturados de acuerdo con la búsqueda sistémica realizada, 

lo que permitiría la identificación de los estilos de conducción; estos eventos fueron: 

• Giro a la derecha. 

• Giro a la derecha prolongado. 

• Giro a la izquierda. 

• Giro a la izquierda prolongado. 

• Giro en U. 

• Cambio de carril a la derecha. 

• Cambio de carril a la derecha agresivo. 

• Cambio de carril a la izquierda. 

• Cambio de carril a la izquierda agresivo. 

• Arranque. 

• Detención. 

• Detención brusca 

• Vehículo en movimiento. 

• Vehículo detenido. 

Se realizaron 3 recorridos entre 10 y 20 minutos cada uno en el sector residencial 

de Gran Granada de la localidad de Engativá en la ciudad de Bogotá D.C. (Ver mapa 

en la Figura 5 de las cuadras donde se realizó el recorrido) 



 
Figura 5. Mapa Gran Granada - Bogotá D. C. 

En cada uno de los recorridos realizados se ejecutaron en numerosas ocasiones los 

eventos anteriormente mencionados, acompañando cada evento con la grabación 

de la voz de cuando iniciaba y cuando terminaba el evento. 

Para trabajar con los datos de las señales capturadas, se unificaron los datos del 

acelerómetro y del giroscopio en una sola hoja de trabajo ya que la aplicación 

genera los datos en archivos independientes, para realizar esta labor se utilizó 

Microsoft Excel, relacionando los datos de las señales por el valor del campo 

Timestamp. 

El proceso anterior permitió identificar registros que no tenían un dato 

correlacionado, para lo cual se decidió eliminar esos registros y así poder tener 

registros pares por cada uno de los sensores. A continuación, se etiquetó el evento 

a cada uno de los registros restantes teniendo como base el audio de la captura. 

Hay que tener en cuenta que esta asignación se hizo de forma manual y se basó en 

aproximaciones de tiempo e interpretación del audio. 

Para tener una asignación de datos más limpia de los eventos de conducción, se 

decidió eliminar los primeros cinco (5) registros y lo últimos registros, esto se realizó 

con el fin de eliminar registros del evento anterior o posterior que pudieron quedar 

mal asignado debido a incertidumbre normal en el proceso. 



Para facilitar todo el trabajo, los eventos fueron divididos en diferentes hojas y 

almacenado en Microsoft Excel y en CSV por compatibilidad. 

Además de los datos crudos (raw) de los sensores, se agregó al dataset 

características estadísticas y con características frecuenciales de la señal. El 

dataset de dividió señales de estudio usando un esquema de ventana deslizante. El 

proceso se realizó generó para cuatro (4) tamaños diferentes de ventana los cuales 

fueron: 10 registros, 15 registros, 20 registros y 25 registro. Teniendo en cuenta que 

10 registros equivalen a 1000 milisegundo, en términos de tiempo fueron cada 

ventana tuvo un tamaño 1000, 1500, 2000 y 2500 milisegundos. En todos los casos 

se empleó un desplazamiento constante de la ventana de 3 registros (300 

milisegundo).  El dataset fue generado con una serie de scripts desarrollados en 

lenguaje Python 3.9 y ejecutados en la herramienta Google Colab. 

Posteriormente, se realizó un proceso de agrupación y disminución de etiquetas, 

dirigido a facilitar el proceso de reconocimiento tanto de los eventos de conducción, 

como del tipo de conducción. De esa forma se generó dos subconjuntos de datos, 

uno orientado a los eventos de la conducción misma, y el segundo, a la forma de la 

conducción, separando una conducción normal, de una conducción agresiva. El 

proceso de agrupación y disminución de etiquetas se puede observar en la Tabla 

12. 

Tabla 12. Reducción de etiquetado de los eventos capturados. 

Etiqueta Original 
Agrupación 

Eventos 
Tipo de 

conducción 
Giro a la derecha Giro a la derecha 

 

 

Giro a la derecha prolongado  

Giro a la izquierda Giro a la izquierda 

 

 

Giro a la izquierda prolongado  

Giro en U Giro en U  

Cambio de carril a la derecha Cambio de carril a la derecha 

 

Normal 

Cambio de carril a la derecha agresivo Agresivo 

Cambio de carril a la izquierda Cambio de carril a la izquierda Normal 



Cambio de carril a la izquierda agresivo Agresivo 

Arranque Arranque  

Detención Detención Normal 

Detención brusca Agresivo 

Vehículo en movimiento Vehículo en movimiento  

Vehículo detenido Vehículo detenido  

Fuente: Elaboración propia a partir del proceso ejecutado. 

Luego, con el fin de tener registros balanceados en el dataset generado, se 

eliminaron registros del evento movimiento y del estilo de conducción normal desde 

Excel, aplicando una fórmula que permitiera eliminar siempre los mismos registros 

del dataset. 

FASE 3 

La tercera fase evaluó y ajustó los métodos de aprendizaje de máquina escogidos. 

se utilizó la aplicación Weka versión 3.8.5, la cual fue resultado de una sucinta 

revisión basada en pruebas rápidas de viabilidad técnica, facilidad de uso, métricas 

de evaluación disponibles y la experiencia previa.   

En la primera parte fue necesario determinar cuáles atributos generaban la mejor 

clasificación, para esto se utilizó la aplicación Weka versión 3.8.5 y en la sección de 

selección de atributos se escogió el evaluador de atributos aplicando el algoritmo 

RELIEF con el método de búsqueda Ranker, cómo modo de selección de atributos 

se escogió una validación cruzada de 10 paquetes (10-fold Crossvalidation). 

Para el proceso de clasificación también se utilizó la aplicación Weka versión 3.8.5. 

Este proceso se realizó mediante scripts que se ejecutaron por la línea de comandos 

y cuyos resultados fueron guardados en archivos de texto. Teniendo claros los 

clasificadores a trabajar y los atributos del dataset, se seleccionaron los parámetros 

de ejecución para cada clasificador. En la Tabla 12 se muestran las configuraciones 

de ejecución por cada uno de ellos. 

Tabla 13. Configuración de clasificadores. 

Clasificador Parámetros de ejecución 



K Means Se varió el parámetro de K donde tomó el valor de: 1, 

3, 5, 7, 9 y 11 

Máquinas de soporte vectorial Se varió el parámetro del kernel donde tomó el valor 

de: 0.5, 1.0, 1.5, 2.0, 2.5, 3.0, 3.5, 4.0, 4.5 y 5.0. 

Redes neuronales de perceptrón múltiple Se varió el parámetro de capas ocultas donde tomó el 

valor de: 1, 2, 3, 4, 5, 6 y 7. 

Random forest Se varió el parámetro del número de iteraciones donde 

tomó el valor de: 50, 60, 70, 80, 90 y 100. 

Árbol de decisión J48 Se varió el parámetro del factor de confianza donde 

tomó el valor de: 0.5, 0.10, 0.15, 0.20, 0.25, 0.30, 0.35, 

0.40, 0.45 y 0.50. 

Naïve Bayes Se ejecutó el modelo estándar. 

Fuente: Elaboración propia a partir del proceso generado. 

Todos los clasificadores se evaluaron con na validación cruzada de 10 paquetes 

(10-fold Crossvalidation). Una vez generado el dataset a trabajar, se ejecutaron los 

scripts de los clasificadores y se exploraron los resultados que se almacenaron en 

archivos de texto, se disidió trabajar con las siguientes columnas de los resultados: 

• Sensibilidad (Recall): Predicciones positivas correctas entre el número total 

de positivos. 

• Especificidad (FP Rate): Predicciones negativas correctas entre el número 

total de negativos. 

Teniendo claro los parámetros para tener en cuenta en el análisis de los resultados 

de los clasificadores, se procedió a tabular y validar los resultados obtenidos del 

procesamiento del dataset.  

  



RESULTADOS 

SELECCIÓN DE CARACTERÍSTICAS 
Para el proceso de selección de características ejecutado en WEKA se determinó 

tomar aquellas características con un average merit mayor a 0.05 y cuya 

característica está presente en 2 o más ventanas para el mismo subconjunto de 

datos. 

Para el subconjunto de datos de eventos de las características estadísticas se 

seleccionaron las siguientes características: 

• AX-M1 (Acelerómetro eje X, Momento de orden 1) 

• AX-M2 (Acelerómetro eje X, Momento de orden 2) 

• AY-M1 (Acelerómetro eje Y, Momento de orden 1) 

• AZ-M1 (Acelerómetro eje Z, Momento de orden 1) 

• GX-M1 (Giroscopio eje X, Momento de orden 1) 

• GX-M2 (Giroscopio eje X, Momento de orden 2) 

• GY-M1 (Giroscopio eje Y, Momento de orden 1) 

• GZ-M1 (Giroscopio eje Z, Momento de orden 1) 

• GZ-M2 (Giroscopio eje Z, Momento de orden 2) 

Para el subconjunto de datos de eventos de las características frecuenciales se 

seleccionaron las siguientes características: 

• GZ-D1 (Giroscopio eje Z, Pico 1) 

• GZ-D2 (Giroscopio eje Z, Pico 2) 

• GZ-D3 (Giroscopio eje Z, Pico 3) 

• GZ-D4 (Giroscopio eje Z, Pico 4) 

• GZ-D5 (Giroscopio eje Z, Pico 5) 

Para el subconjunto de datos de tipos de conducción de las características 

estadísticas se seleccionaron las siguientes características: 

• AX-M1 (Acelerómetro eje X, Momento de orden 1) 



• AX-M2 (Acelerómetro eje X, Momento de orden 2) 

• AY-M1 (Acelerómetro eje Y, Momento de orden 1) 

• AZ-M1 (Acelerómetro eje Z, Momento de orden 1) 

• GX-M1 (Giroscopio eje X, Momento de orden 1) 

Para el subconjunto de datos de tipos de conducción de las características 

frecuenciales se seleccionaron las siguientes características: 

• AX-D4 (Acelerómetro eje Z, Pico 4) 

• AX-D5 (Acelerómetro eje Z, Pico 5) 

• AZ-D3 (Acelerómetro eje Z, Pico 3) 

• AZ-D4 (Acelerómetro eje Z, Pico 4) 

• AZ-D5 (Acelerómetro eje Z, Pico 5) 

Mediante Excel se ajustó el dataset eliminando las características excluidas tanto 

del subconjunto de eventos como del subconjunto de tipos de conducción. 

RECONOCIMIENTO DE EVENTOS DE CONDUCCIÓN. 

Los resultados de la ejecución de los clasificadores al dataset que tuvo un enfoque 

en los datos de eventos fueron analizados y tabulados de tal forma que permitieran 

la identificación de cual ventana fue la de mejor resultado y parámetro del algoritmo 

de clasificación. La tabulación de los datos se puede observar en el Anexo 1. A 

continuación, se muestran los resultados por cada uno de los clasificadores. Se 

aclara que inicialmente se evaluó el rendimiento usando un conjunto de carteristas 

mixtas, frecuenciales y estadísticas. Debido a que los resultados tuvieron el 

rendimiento deseado, se probó eliminando las características frecuenciales, 

obteniendo excelentes resultados. Se hizo lo mismo, eliminado las características 

estadísticas, pero los resultados fueron muy bajos, razón por la cual no se 

incluyeron. 

EVALUACIÓN CON CARACTERÍSTICAS MIXTAS 
Los resultados de la ejecución de K-Means muestran que la mejor ventana de 

procesamiento es la de 1000 milisegundos para K igual a 11 dando una sensibilidad 



de 0.337 y una especificidad de 0.225. Para SVM los resultados muestran que la 

mejor ventana de procesamiento es la de 1000 milisegundo para un kernel igual a 

30 y 35 dando una sensibilidad de 0.383 y una especificidad de 0.222. El mejor 

resultado que se visualiza en la red neuronal de perceptrón múltiple está sobre la 

ventana de los 1000 milisegundos para 4 capas con una sensibilidad de 0.376 y una 

especificidad de 0.227. La ventana que genera el mejor resultado para random 

forest es la de 1000 milisegundos para 90 y 100 iteraciones, generando una 

sensibilidad de 0.330 y una especificidad de 0.213. La ventana de 1500 

milisegundos en la que genera el mejor resultado para J48 con factor de confianza 

igual a 0.05, obteniendo una sensibilidad de 0.395 y una especificidad de 0.222. 

Para Naïve Bayes se presenta como mejor ventana la de 2500 milisegundos 

generando una sensibilidad de 0.359 y una especificidad de 0.240. 

Una vez determinados los mejores procesos de clasificación de cada uno de los 

clasificadores trabajados, se escogió el mejor resultado para este tipo de datos, el 

cual se soporta en la Tabla 16 donde se visualizan los valores de especificidad y 

sensibilidad por clasificador y en la Figura 7 se muestra la gráfica de los puntos de 

cada clasificador. 

Tabla 14. Mejores resultados de sensibilidad para datasets de características mixtas del 
subconjunto de eventos. 

Clasificador 1- Especificidad Sensibilidad 
K-Means 0.225 0.337 

SVM 0.222 0.383 

RNPM 0.227 0.376 

RF 0.213 0.330 

J48 0.222 0.395 

NB 0.240 0.359 

Fuente: Elaboración propia a partir del proceso generado. 



 

Figura 6.Gráfica de puntos en el espacio ROC mejores resultados datasets de características 
mixtas subonjunto de eventos. 

EVALUACIÓN CON CARACTERÍSTICAS ESTADÍSTICAS 
Los resultados de la ejecución de K-Means muestran que la mejor ventana de 

procesamiento es la de 2500 milisegundos para K igual a 1 dando una sensibilidad 

de 0.899 y una especificidad de 0.022.  Para SVM los resultados muestran que la 

mejor ventana de procesamiento es la de 2500 milisegundo para un kernel igual a 

50 dando una sensibilidad de 0.749 y una especificidad de 0.085. El mejor resultado 

que se visualiza en la red neuronal de perceptrón múltiple está sobre la ventana de 

los 2500 milisegundos para 6 capas con una sensibilidad de 0.758 y una 

especificidad de 0.064. La ventana que genera el mejor resultado para random 

forest es la de 2500 milisegundos para 60, 70 y 90 iteraciones, generando una 

sensibilidad de 0.918 y una especificidad de 0.023. La ventana de 2500 

milisegundos en la que genera el mejor resultado para J48 con los factores de 

confianza de 0.20, 0.30, 0.35, 0.40 y 0.45, obteniendo una sensibilidad de 0.861 y 

una especificidad de 0.035. Para Naïve Bayes se presenta como mejor ventana la 

de 2500 milisegundo generando una sensibilidad de 0.409 y una especificidad de 

0.094. Una vez determinados los mejores procesos de clasificación de cada uno de 

los clasificadores trabajados, se escogió el mejor clasificador para este tipo de 

datasets, el cual se soporta en la Tabla 16 donde se visualizan los valores de 



especificidad y sensibilidad por clasificador y en la Figura 7 se muestra la gráfica de 

los puntos de cada clasificador. 

Tabla 15. Mejores resultados de especificidad y sensibilidad para datasets de características 
estadísticas subconjunto de eventos. 

Clasificador 1- Especificidad Sensibilidad 
K-Means 0.022 0.899 

SVM 0.085 0.749 

RNPM 0.064 0.758 

RF 0.023 0.918 
J48 0.035 0.861 

NB 0.094 0.409 

Fuente: Elaboración propia a partir del proceso generado. 

 

Figura 7. Gráfica de puntos en el espacio ROC mejores resultados datasets de características 
estadísticas subconjunto de eventos. 

RECONOCIMIENTO DE TIPOS DE CONDUCCIÓN. 

De forma similar al procedimiento anterior, los resultados fueron analizados y 

tabulados de tal forma que permitieran la identificación de cual configuración y 

ventana fue la de mejor resultado y parámetro del clasificador generaba mejor 

resultado. La tabulación de los datos se puede observar en el Anexo 3. A 

continuación, se muestran los resultados por cada uno de los clasificadores. De 



forma similar que el proceso anterior, inicialmente se evaluó el rendimiento usando 

un conjunto de carteristas mixtas, frecuenciales y estadísticas. Debido a que los 

resultados tuvieron el rendimiento deseado, se probó eliminando las características 

frecuenciales, obteniendo excelentes resultados. Se hizo lo mismo, eliminado las 

características estadísticas, pero los resultados fueron muy bajos, razón por la cual 

no se incluyeron. 

EVALUACIÓN CON CARACTERÍSTICAS MIXTAS 

La ejecución de los diferentes clasificadores a los datasets de características mixtas 

del conjunto de tipo de conducción genera resultados que deben ser validados. A 

continuación, se muestran los resultados por cada uno de los clasificadores. 

Los resultados de la ejecución de K-Means muestran que la mejor ventana de 

procesamiento es la de 2500 milisegundos para K igual a 3 dando una sensibilidad 

de 0.900 y una especificidad de 0.119.  Para SVM los resultados muestran que la 

mejor ventana de procesamiento es la de 2500 milisegundo para un kernel igual a 

20 dando una sensibilidad de 0.840 y una especificidad de 0.213. El mejor resultado 

que se visualiza en la red neuronal de perceptrón múltiple está sobre la ventana de 

los 2500 milisegundos para 5 capas con una sensibilidad de 0.840 y una 

especificidad de 0.195. La ventana que genera el mejor resultado para random 

forest es la de 2500 milisegundos para 80, 90 y 100 iteraciones, generando una 

sensibilidad de 0.860 y una especificidad de 0.191. La ventana de 2000 

milisegundos en la que genera el mejor resultado para J48 con los factores de 

confianza de 0.10, obteniendo una sensibilidad de 0.767 y una especificidad de 

0.278.  Para Naïve Bayes se presenta como mejor ventana la de 2500 milisegundo 

generando una sensibilidad de 0.810 y una especificidad de 0.242. 

Una vez determinados los mejores procesos de clasificación de cada uno de los 

clasificadores trabajados, se escogió el mejor clasificador para este tipo de datasets, 

el cual se soporta en la Tabla 16 donde se visualizan los valores de especificidad y 

sensibilidad por clasificador y en la Figura 7 se muestra la gráfica de los puntos de 

cada clasificador. 



Tabla 16. Mejores resultados de especificidad y sensibilidad para datasets de características 
mixtas subconjunto tipo de conducción. 

Clasificador 1- Especificidad Sensibilidad 
K-Means 0.119 0.900 
SVM 0.213 0.840 

RNPM 0.195 0.840 

RF 0.191 0.860 

J48 0.278 0.767 

NB 0.242 0.810 

Fuente: Elaboración propia a partir del proceso generado. 

 
Figura 8. Gráfica de puntos en el espacio ROC mejores resultados datasets de características 

mixtas subconjunto de tipo de conducción. 

 

Evaluación con características estadísticas 

Los resultados de la ejecución de los diferentes clasificadores del dataset de 

características estadísticas del conjunto de tipo de conducción generaron los 

resultados que se muestran a continuación. 

Los resultados de la ejecución de K-Means muestran que la mejor ventana de 

procesamiento es la de 2500 milisegundos para K igual a 1 dando una sensibilidad 

de 0.930 y una especificidad de 0.091.  Para SVM los resultados muestran que la 

mejor ventana de procesamiento es la de 2500 milisegundo para un kernel igual a 

30 dando una sensibilidad de 0.850 y una especificidad de 0.198. El mejor resultado 



que se visualiza en la red neuronal de perceptrón múltiple está sobre la ventana de 

los 2500 milisegundos para 7 capas con una sensibilidad de 0.920 y una 

especificidad de 0.079. La ventana que genera el mejor resultado para random 

forest es la de 2500 milisegundos para 50 y 60 iteraciones, generando una 

sensibilidad de 0.892 y una especificidad de 0.144. La ventana de 2500 

milisegundos en la que genera el mejor resultado para J48 con los factores de 

confianza de 0.35, 0.40, 0.45 y 0.50, obteniendo una sensibilidad de 0.820 y una 

especificidad de 0.226. Para Naïve Bayes se presenta como mejor ventana la de 

2500 milisegundo generando una sensibilidad de 0.800 y una especificidad de 

0.230. 

Una vez determinados los mejores procesos de clasificación de cada uno de los 

clasificadores trabajados, se escogió el mejor clasificador para este tipo de datasets, 

el cual se soporta en la Tabla 17 donde se visualizan los valores de especificidad y 

sensibilidad por clasificador y en la Figura 8 se muestra la gráfica de los puntos de 

cada clasificador. 

Tabla 17. Mejores resultados de especificidad y sensibilidad para datasets de características 
estadísticas subconjunto tipo de conducción. 

Clasificador 1- Especificidad Sensibilidad 
K-Means 0.091 0.930 

SVM 0.198 0.850 

RNPM 0.079 0.920 
RF 0.144 0.890 

J48 0.226 0.820 

NB 0.230 0.800 

Fuente: Elaboración propia a partir del proceso generado. 



 
Figura 9. Gráfica de puntos en el espacio ROC mejores resultados datasets de características 

estadísticas subconjunto tipo de conducción. 

HALLAZGOS 

En el análisis de los diferentes resultados arrojados por el proceso se pudo 

determinar que las características estadísticas generan un mejor resultado que las 

características frecuenciales para el subconjunto de datos de eventos y el 

subconjunto de datos de tipos de conducción.  Se pudo observar que solo son 

necesarios los momentos estadísticos de orden 1 y 2 en las características 

estadísticas para realizar la clasificación del subconjunto de eventos y que para este 

mismo subconjunto solo es necesario la información del giroscopio para realizar la 

clasificación por características frecuenciales. También se encontró que para el 

subconjunto de datos de tipo de conducción es más adecuado el sensor de 

acelerómetro para clasificar el tipo de conducción. Adicionalmente es posible afirmar 

que las redes neuronales de perceptrón multicapa de 7 capas presenta el mejor 

resultado en la clasificación para el subconjunto de tipos de conducción y que 

random forest con 60, 70 y 90 iteraciones lo hacen para el subconjunto de eventos. 

Por último, se resalta que la ventana de tiempo en la que los clasificadores 

generaron el mejor resultado es la de 2500 milisegundos.  



CONCLUSIONES Y RECOMENDACIONES FINALES 

 

Este trabajo de tesis de maestría proponía identificar los estilos de conducción 

apoyado en los sensores de los smartphones, para lograr esta meta se desarrolló 

una estrategia metodológica que se dividió en 3 fases. La primera fase tenía como 

propósito identificar los diferentes sensores de los smartphones que son utilizados 

para la captura de señales y determinar que modelos de computación y algoritmos 

de aprendizaje de máquina se han implementado por el estado del arte. La segunda 

fase buscaba desarrollar todo el trabajo de campo para construir un dataset que 

permitiera identificar estilos de conducción. La tercera y última fase buscaba evaluar 

y ajustar los métodos de aprendizaje de máquina escogidos haciendo uso de 

herramientas tecnológicas para este fin, para esto se debió determinar los atributos 

que generaban la mejor clasificación y generar procesos de clasificación con 

diferentes configuraciones de sus parámetros de ejecución. 

Se realizó una revisión del estado del arte, usando un protocolo de búsqueda 

sistémica, con el cual se pudo establecer que de los sensores presentes en un 

smartphone los más utilizados según las publicaciones consultadas son el 

acelerómetro, el giroscopio, el GPS, el magnetómetro y la cámara. Con respecto a 

los algoritmos de aprendizaje de máquina que se implementaron en el estado del 

arte, se pudo evidenciar que los métodos que más se implementaron fueron las 

máquinas de soporte vectorial (SVM), random forest, los árboles de decisión C4.5, 

las redes neuronales de perceptrón múltiple (MLP) y los algoritmos de Naïve Bayes 

y K-Means; También se logró identificar que en la mayoría de los artículos se utiliza 

más de un algoritmo con el fin de mejorar la efectividad en la identificación de los 

estilos de conducción; en muchos de estos casos se incluyen métodos de validación 

cruzada en la evaluación de resultados. Como la identificación de estilos de 

conducción puede ser un proceso ambiguo, lo que se encontró en muchos de los 

artículos fue el reconocimiento de eventos de conducción ya que la forma como se 

generaba este evento puede clasificar a un conductor dentro de un estilo de 

conducción. 



Dados los resultados de la revisión del estado del arte se tomó la decisión de 

trabajar con lo sensores del acelerómetro y el giroscopio como sensores de trabajo, 

debido a su amplia documentación y adecuados resultados de su uso, además de 

no requerir alto consumo de batería.  Con respecto a los algoritmos de aprendizaje 

de máquina se escogieron K-Means, máquinas de soporte vectorial, redes 

neuronales de perceptrón multicapa, random forest, árbol J48 y NaÏve Bayes, por 

razones similares, amplia documentación y adecuados resultados reportados en la 

literatura. 

Se construyó un dataset de aproximadamente 45 minutos de conducción, el cual 

era necesario para realizar el análisis de los datos. Para esto se revisaron diferentes 

aplicaciones para celular que capturaran las señales de los sensores escogidos y 

así determinar la que mejor se adaptara a nuestro proceso. Se realizó un proceso 

de levantamiento de señales en 3 recorridos diferentes, que luego fueron 

etiquetadas por evento (giros a la derecha, izquierda y en U, Cambio de carril a la 

derecha y a la izquierda, arranque, detención, vehículo en movimiento y detenido) 

y por tipo de conducción (normal y agresiva). El dataset recibió un proceso de 

balance de clases, para que fuera adecuado al ser usado por los distintos algoritmos 

de aprendizaje de máquina escogidos. Todo el proceso se realizó con herramientas 

de ofimática, lenguajes de programación y con herramientas de aprendizaje de 

máquina. 

Se buscó identificar los mejores clasificadores y sus parámetros de ejecución, así 

como el mejor tamaño ventana de la señal para el procesamiento de datos 

analizando, usando las métricas de especificidad y sensibilidad en un procedimiento 

de validación cruzada de 10 paquetes (10-fold Crossvalidation), comparando los 

resultados en espacio ROC. 

Con respecto a los resultados, se pudo identificar que la mejor ventana de ejecución 

del proceso de clasificación es la de 2500 milisegundos y la que menos funciona es 

la de 1000 milisegundos. También es posible concluir que los clasificadores generan 

mejores resultados con las características estadísticas que con las características 

frecuenciales. Se aclara que la experimentación computacional permitió establecer 



que los momentos estadísticos, usados como características, que mejor se adaptan 

a los procesos de clasificación son el orden uno (1) y el dos (2) y que los momentos 

estadísticos de orden superior a tres (3) no son necesarios de procesar. Para las 

características frecuenciales el mejor sensor que apoya esta clasificación es el 

giroscopio y para las características estadísticas es necesario hacer uso de los 

datos de los dos (2) sensores. 

Con respecto a las clasificaciones que se realizan por eventos de conducción, el 

mejor clasificador para datos estadísticos es random forest y el que menos se 

recomienda es NaÏve Bayes. Para la evaluación con características mixtas el mejor 

clasificador es el árbol J48 y el que menos procede es random forest. Sin embargo, 

el resultado para este proceso de características mixtas es muy bajo ya que no llega 

ni al 50% de sensibilidad por lo que se recomienda emplear solo características 

estadísticas. Lo anterior se puede deber a un nivel alto de ruido de las señales, 

propio de su naturaleza, que permite una mejor diferenciación con características 

estadísticas que frecuenciales.      

Para la clasificación por tipo de conducción (normal, agresivo) con características 

mixtas el mejor clasificador es K-Means y el menos recomendado es J48. De igual 

forma, los mejores resultados se lograron solo características estadísticas, donde el 

mejor clasificador es la red neuronal de perceptrón multicapa y el menos 

recomendado es Naïve Bayes. 

La principal limitación en el desarrollo del proyecto fue generar un dataset usando 

un solo conductor, un solo tipo de vehículo y una sola zona urbana; hizo falta poder 

levantar información con personas de sexo y edad diferente, que se condujera por 

avenidas y carreteras y en otro tipo de vehículos como SUV, de transmisión 

automática entre otros. Sin embargo, actualmente no se encuentra un dataset de 

conducción en Colombia y Latinoamérica lo que se constituye en una contribución 

interesante en esta área. 

También se propone como trabajo futuro incluir en el dataset otros conductores, 

otros tipos de vehículos y otras zonas en Bogotá e inclusive en el país. También se 



propones explorar otros métodos de aprendizaje de máquina diferentes a los 

trabajados en este proyecto que porten una forma de clasificar distinta. 

Otro tema que puede ser tenido en cuenta para trabajos futuros es el desarrollo de 

aplicaciones que detectan en línea la forma en que se conduce un vehículo y que 

aporten un mejor proceso de detección. 

Con respecto las aplicaciones prácticas, en el capítulo de introducción se abordó de 

manera amplia las posibilidades que puede tener el reconocimiento automático de 

los estilos de conducción en la mejora de la seguridad vial. Pero es necesario hacer 

tener en cuenta que este tipo de tecnologías puede llegar a capturar mucha 

información del vehículo y su conductor, que puede considerarse sensible, 

afectando potencialmente la privacidad de las personas. En este sentido, el uso de 

un consentimiento informado del uso de una aplicación toma relevancia, pues al 

igual otras aplicaciones que capturan datos, la aceptación de las condiciones por 

parte de los usuarios no siempre es clara y transparente. Adicionalmente, al 

permitirse el almacenamiento de información de los diferentes tipos de sensores en 

las bases de datos, para favorecer su uso y el reconocimiento adecuado de los 

estilos de conducción, será posible abrir la puerta a los ataques de seguridad y la 

explotación del a información con otros fines.  

Una de las aplicaciones que incluso ya está viendo de esta tecnología, es su uso 

como herramienta para la expedición de pólizas de seguro. Al respecto se debe 

hacer una clara información al usuario de los datos que se van a obtener se su 

vehículo o teléfono.  Por lo tanto, una persona que firme un seguro también debería 

ser enterado de toda la información que se podrá adquirir y del uso que hagan de 

esta. Si estos datos pueden ser modificados por terceros, se genera una situación 

de desconfianza hacia las aplicaciones, sus usos y los algoritmos en los que estén 

basadas. Otra situación que puede presentarse es la mala calibración o detección 

errónea por parte de los algoritmos de reconocimiento, que puedan afectar la 

calificación de un usuario en una central de riesgos, los costos de seguro o en el 

caso de usar estos parámetros entregados por el sistema en una posible demanda 

por accidentes de tránsito. En este caso, es necesario hacer lo posible por 



disminuirlos errores en la detección de estilos riesgosos de conducción y la 

confianza en los datos almacenados.  En resumen, los resultados de este proyecto 

final de maestría, al igual que trabajo previo publicado en el estado del arte, tiene 

altas factibilidad de aplicación, pero su uso no debe obseder únicamente a la 

facilidad técnica, intereses públicos o comerciales, debe hacer un debate ético de 

las implicaciones de estos desarrollos en la cotidianidad de nuestras vidas.   
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ANEXOS 
  



Anexo 1. Composición del archivo del dataset estadístico. 

Nombre de 
la columna 

Descripción de la columna 

Evento Evento ejecutado / Tipo de conducción 

AX-M1 Media para el eje X del acelerómetro 

AX-M2 Varianza para el eje X del acelerómetro 

AX-M3 Asimetría para el eje X del acelerómetro 

AX-M4 Curtosis para el eje X del acelerómetro 

AX-M5 Momento estadístico de orden 5 para el eje X del acelerómetro 

AX-M6 Momento estadístico de orden 6 para el eje X del acelerómetro 

AX-M7 Momento estadístico de orden 7 para el eje X del acelerómetro 

AY-M1 Media para el eje Y del acelerómetro 

AY-M2 Varianza para el eje Y del acelerómetro 

AY-M3 Asimetría para el eje Y del acelerómetro 

AY-M4 Curtosis para el eje Y del acelerómetro 

AY-M5 Momento estadístico de orden 5 para el eje Y del acelerómetro 

AY-M6 Momento estadístico de orden 6 para el eje Y del acelerómetro 

AY-M7 Momento estadístico de orden 7 para el eje Y del acelerómetro 

AZ-M1 Media para el eje Z del acelerómetro 

AZ-M2 Varianza para el eje Z del acelerómetro 

AZ-M3 Asimetría para el eje Z del acelerómetro 

AZ-M4 Curtosis para el eje Z del acelerómetro 

AZ-M5 Momento estadístico de orden 5 para el eje Z del acelerómetro 

AZ-M6 Momento estadístico de orden 6 para el eje Z del acelerómetro 

AZ-M7 Momento estadístico de orden 7 para el eje Z del acelerómetro 

GX-M1 Media para el eje X del giroscopio 

GX-M2 Varianza para el eje X del giroscopio 

GX-M3 Asimetría para el eje X del giroscopio 

GX-M4 Curtosis para el eje X del giroscopio 

GX-M5 Momento estadístico de orden 5 para el eje X del giroscopio 

GX-M6 Momento estadístico de orden 6 para el eje X del giroscopio 

GX-M7 Momento estadístico de orden 7 para el eje X del giroscopio 

GY-M1 Media para el eje Y del giroscopio 

GY-M2 Varianza para el eje Y del giroscopio 

GY-M3 Asimetría para el eje Y del giroscopio 

GY-M4 Curtosis para el eje Y del giroscopio 



GY-M5 Momento estadístico de orden 5 para el eje Y del giroscopio 

GY-M6 Momento estadístico de orden 6 para el eje Y del giroscopio 

GY-M7 Momento estadístico de orden 7 para el eje Y del giroscopio 

GZ-M1 Media para el eje Z del giroscopio 

GZ-M2 Varianza para el eje Z del giroscopio 

GZ-M3 Asimetría para el eje Z del giroscopio 

GZ-M4 Curtosis para el eje Z del giroscopio 

GZ-M5 Momento estadístico de orden 5 para el eje Z del giroscopio 

GZ-M6 Momento estadístico de orden 6 para el eje Z del giroscopio 

GZ-M7 Momento estadístico de orden 7 para el eje Z del giroscopio 

 

  



Anexo 2. Estructura del dataset de características frecuenciales. 

Nombre de 
la columna 

Descripción de la columna 

Evento Evento ejecutado / Tipo de conducción 

AX-D1 Pico 1 de la derivada de la transformada de Fourier para el eje X - Acelerómetro 

AX-D2 Pico 2 de la derivada de la transformada de Fourier para el eje X - Acelerómetro 

AX-D3 Pico 3 de la derivada de la transformada de Fourier para el eje X - Acelerómetro 

AX-D4 Pico 4 de la derivada de la transformada de Fourier para el eje X - Acelerómetro 

AX-D5 Pico 5 de la derivada de la transformada de Fourier para el eje X - Acelerómetro 

AY-D1 Pico 1 de la derivada de la transformada de Fourier para el eje Y - Acelerómetro 

AY-D2 Pico 2 de la derivada de la transformada de Fourier para el eje Y - Acelerómetro 

AY-D3 Pico 3 de la derivada de la transformada de Fourier para el eje Y - Acelerómetro 

AY-D4 Pico 4 de la derivada de la transformada de Fourier para el eje Y - Acelerómetro 

AY-D5 Pico 5 de la derivada de la transformada de Fourier para el eje Y - Acelerómetro 

AZ-D1 Pico 1 de la derivada de la transformada de Fourier para el eje Z - Acelerómetro 

AZ-D2 Pico 2 de la derivada de la transformada de Fourier para el eje Z - Acelerómetro 

AZ-D3 Pico 3 de la derivada de la transformada de Fourier para el eje Z - Acelerómetro 

AZ-D4 Pico 4 de la derivada de la transformada de Fourier para el eje Z - Acelerómetro 

AZ-D5 Pico 5 de la derivada de la transformada de Fourier para el eje Z - Acelerómetro 

GX-D1 Pico 1 de la derivada de la transformada de Fourier para el eje X - Giroscopio 

GX-D2 Pico 2 de la derivada de la transformada de Fourier para el eje X - Giroscopio 

GX-D3 Pico 3 de la derivada de la transformada de Fourier para el eje X - Giroscopio 

GX-D4 Pico 4 de la derivada de la transformada de Fourier para el eje X - Giroscopio 

GX-D5 Pico 5 de la derivada de la transformada de Fourier para el eje X - Giroscopio 

GY-D1 Pico 1 de la derivada de la transformada de Fourier para el eje Y - Giroscopio 

GY-D2 Pico 2 de la derivada de la transformada de Fourier para el eje Y - Giroscopio 

GY-D3 Pico 3 de la derivada de la transformada de Fourier para el eje Y - Giroscopio 

GY-D4 Pico 4 de la derivada de la transformada de Fourier para el eje Y - Giroscopio 

GY-D5 Pico 5 de la derivada de la transformada de Fourier para el eje Y - Giroscopio 

GZ-D1 Pico 1 de la derivada de la transformada de Fourier para el eje Z - Giroscopio 

GZ-D2 Pico 2 de la derivada de la transformada de Fourier para el eje Z - Giroscopio 

GZ-D3 Pico 3 de la derivada de la transformada de Fourier para el eje Z - Giroscopio 

GZ-D4 Pico 4 de la derivada de la transformada de Fourier para el eje Z - Giroscopio 

GZ-D5 Pico 5 de la derivada de la transformada de Fourier para el eje Z - Giroscopio 

 



  



Anexo 3. Datos tabulados de los procesos de clasificación. 

K-Means Subconjunto de eventos 

Ventana 
(milisegs) 

1 3 5 7 9 11 

1000 0.503 0.510 0.506 0.511 0.507 0.495 

1500 0.466 0.480 0.480 0.492 0.486 0.481 

2000 0.457 0.461 0.472 0.477 0.484 0.481 

2500 0.482 0.484 0.496 0.501 0.502 0.496 

 

Ventana 
(milisegs) 

1 3 5 7 9 11 

1000 0.515 0.383 0.373 0.376 0.390 0.402 

1500 0.472 0.420 0.427 0.380 0.395 0.394 

2000 0.463 0.471 0.354 0.358 0.364 0.363 

2500 0.485 0.496 0.495 0.493 0.497 0.488 

 

Ventana 
(milisegs) 

1 3 5 7 9 11 

1000 0.741 0.734 0.720 0.715 0.707 0.701 

1500 0.795 0.784 0.759 0.745 0.730 0.728 

2000 0.862 0.846 0.828 0.815 0.798 0.775 

2500 0.899 0.878 0.860 0.845 0.826 0.812 

 

Ventana 
(milisegs) 

1 3 5 7 9 11 

1000 0.057 0.064 0.069 0.072 0.074 0.077 

1500 0.045 0.048 0.055 0.062 0.065 0.068 

2000 0.030 0.034 0.039 0.043 0.049 0.056 

2500 0.022 0.027 0.031 0.035 0.040 0.045 

 

SVM Subconjunto de eventos 

Ventana 5 10 15 20 25 30 35 40 45 50 



(milisegs) 
1000 0.428 0.512 0.582 0.615 0.628 0.634 0.645 0.642 0.640 0.633 

1500 0.495 0.540 0.608 0.634 0.642 0.656 0.678 0.684 0.678 0.657 

2000 0.522 0.569 0.625 0.660 0.677 0.692 0.702 0.704 0.688 0.679 

2500 0.548 0.601 0.643 0.684 0.704 0.722 0.738 0.742 0.724 0.718 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.333 0.406 0.439 0.462 0.430 0.487 0.477 0.613 0.623 0.623 

1500 0.409 0.409 0.402 0.446 0.436 0.501 0.594 0.678 0.666 0.649 

2000 0.416 0.454 0.497 0.491 0.489 0.567 0.591 0.692 0.681 0.675 

2500 0.415 0.459 0.531 0.518 0.575 0.706 0.731 0.738 0.722 0.718 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.481 0.511 0.524 0.540 0.561 0.579 0.593 0.612 0.622 0.632 

1500 0.508 0.534 0.549 0.577 0.600 0.619 0.632 0.649 0.668 0.688 

2000 0.534 0.564 0.595 0.615 0.636 0.652 0.670 0.699 0.711 0.722 

2500 0.562 0.596 0.627 0.650 0.671 0.685 0.708 0.727 0.734 0.749 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.206 0.190 0.183 0.174 0.164 0.155 0.148 0.138 0.134 0.129 

1500 0.193 0.179 0.171 0.157 0.146 0.137 0.130 0.122 0.112 0.102 

2000 0.182 0.165 0.151 0.140 0.130 0.122 0.114 0.102 0.097 0.091 

2500 0.168 0.151 0.136 0.126 0.115 0.109 0.100 0.093 0.090 0.085 

 

Red Neuronal de Perceptrón Múltiple Subconjunto de eventos 

Ventana 
(milisegs) 

1 2 3 4 5 6 7 

1000 0.539 0.609 0.636 0.629 0.632 0.641 0.642 

1500 0.550 0.638 0.665 0.679 0.670 0.692 0.679 

2000 0.555 0.653 0.689 0.696 0.708 0.724 0.720 



2500 0.576 0.679 0.683 0.705 0.731 0.747 0.741 

 

Ventana 
(milisegs) 

1 2 3 4 5 6 7 

1000 0.188 0.393 0.422 0.444 0.422 0.425 0.468 

1500 0.191 0.413 0.440 0.446 0.479 0.654 0.478 

2000 0.192 0.373 0.484 0.513 0.681 0.710 0.696 

2500 0.203 0.430 0.493 0.616 0.712 0.735 0.731 

 

Ventana 
(milisegs) 

1 2 3 4 5 6 7 

1000 0.539 0.606 0.636 0.655 0.660 0.665 0.670 

1500 0.549 0.640 0.669 0.692 0.693 0.699 0.692 

2000 0.560 0.648 0.686 0.695 0.726 0.719 0.734 

2500 0.574 0.681 0.703 0.706 0.745 0.758 0.746 

 

Ventana 
(milisegs) 

1 2 3 4 5 6 7 

1000 0.161 0.115 0.113 0.103 0.101 0.096 0.095 

1500 0.158 0.104 0.103 0.087 0.084 0.083 0.085 

2000 0.154 0.100 0.098 0.090 0.073 0.073 0.070 

2500 0.152 0.094 0.089 0.082 0.069 0.064 0.067 

 

Random Forest Subconjunto de eventos 

Ventana 
(milisegs) 

50 60 70 80 90 100 

1000 0.787 0.791 0.791 0.792 0.792 0.793 

1500 0.847 0.849 0.852 0.850 0.850 0.846 

2000 0.881 0.883 0.884 0.885 0.885 0.886 

2500 0.915 0.915 0.917 0.917 0.917 0.916 

 

Ventana 50 60 70 80 90 100 



(milisegs) 
1000 0.789 0.794 0.795 0.795 0.792 0.793 

1500 0.848 0.849 0.853 0.851 0.851 0.846 

2000 0.882 0. 883 0.884 0.886 0.886 0.886 

2500 0.915 0.915 0.917 0.918 0.918 0.917 

 

Ventana 
(milisegs) 

50 60 70 80 90 100 

1000 0.790 0.793 0.793 0.792 0.792 0.793 

1500 0.856 0.860 0.864 0.864 0.863 0.861 

2000 0.890 0.893 0.893 0.892 0.894 0.895 

2500 0.916 0.918 0.918 0.916 0.918 0.917 

 

Ventana 
(milisegs) 

50 60 70 80 90 100 

1000 0.059 0.058 0.058 0.058 0.058 0.057 

1500 0.040 0.039 0.038 0.038 0.038 0.038 

2000 0.031 0.030 0.029 0.030 0.029 0.029 

2500 0.024 0.023 0.023 0.024 0.023 0.023 

 

J48 Subconjunto de eventos 

Ventana 
(milisegs) 

0.05 0.10 0.15 0.20 0.25 0.30 0.35 0.40 0.45 0.50 

1000 0.720 0.720 0.718 0.710 0.701 0.696 0.697 0.696 0.696 0.695 

1500 0.767 0.767 0.763 0.758 0.756 0.756 0.755 0.754 0.753 0.752 

2000 0.806 0.808 0.808 0.807 0.806 0.803 0.803 0.802 0.802 0.800 

2500 0.841 0.843 0.842 0.843 0.843 0.843 0.843 0.843 0.843 0.841 

 

Ventana 
(milisegs) 

0.05 0.10 0.15 0.20 0.25 0.30 0.35 0.40 0.45 0.50 

1000 0.706 0.709 0.710 0. 703 0. 695 0. 693 0. 691 0.690 0.690 0.690 

1500 0.764 0.765 0. 761 0.757 0.755 0. 756 0.755 0.754 0.753 0.752 

2000 0.805 0.807 0.807 0.807 0.805 0.803 0.802 0.801 0.801 0.799 



2500 0.842 0.842 0.841 0.842 0.842 0.842 0.842 0.842 0.842 0.840 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.728 0.731 0.730 0.725 0.723 0.722 0.723 0.723 0.723 0.723 

1500 0.777 0.776 0.778 0.782 0.781 0.778 0.778 0.779 0.779 0.779 

2000 0.816 0.820 0.820 0.822 0.821 0.817 0.817 0.817 0.817 0.817 

2500 0.855 0.859 0.859 0.861 0.860 0.861 0.861 0.861 0.861 0.860 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.069 0.068 0.068 0.068 0.068 0.068 0.068 0.068 0.068 0.068 

1500 0.053 0.053 0.052 0.051 0.051 0.052 0.051 0.051 0.051 0.051 

2000 0.046 0.045 0.045 0.045 0.045 0.045 0.045 0.045 0.045 0.045 

2500 0.036 0.036 0.036 0.035 0.035 0.035 0.035 0.035 0.035 0.035 

 

Naïve Bayes Subconjunto de eventos 

Ventana (milisegs) Resultado 
1000 0.341 

1500 0.356 

2000 0.384 

2500 0.409 

 

Ventana (milisegs) Resultado 
1000 0.485 

1500 0.496 

2000 0.521 

2500 0.552 

 

Ventana (milisegs) Resultado 
1000 0.330 

1500 0.357 



2000 0.377 

2500 0.409 

 

Ventana (milisegs) Resultado 

1000 0.087 

1500 0.093 

2000 0.095 

2500 0.094 

 

K-Means Subconjunto de tipos de conducción 

Ventana 
(milisegs) 

K1 K3 K5 K7 K9 K11 

1000 0.673 0.692 0.607 0.598 0.636 0.645 

1500 0.692 0.635 0.615 0.635 0.606 0.644 

2000 0.738 0.728 0.738 0.718 0.680 0.670 

2500 0.730 0.900 0.690 0.700 0.720 0.710 

 

Ventana 
(milisegs) 

K1 K3 K5 K7 K9 K11 

1000 0.366 0.373 0.480 0.507 0.474 0.481 

1500 0.377 0.463 0.506 0.493 0.536 0.494 

2000 0.297 0.279 0.330 0.376 0.443 0.466 

2500 0.302 0.119 0.402 0.395 0.382 0.407 

 

Ventana 
(milisegs) 

K1 K3 K5 K7 K9 K11 

1000 0.738 0.869 0.729 0.766 0.738 0.748 

1500 0.779 0.798 0.808 0.837 0.846 0.798 

2000 0.864 0.825 0.845 0.816 0.854 0.786 

2500 0.930 0.860 0.820 0.800 0.810 0.770 

 

Ventana K1 K3 K5 K7 K9 K11 



(milisegs) 
1000 0.286 0.153 0.299 0.293 0.313 0.313 

1500 0.242 0.214 0.199 0.164 0.166 0.244 

2000 0.148 0.173 0.144 0.180 0.154 0.257 

2500 0.091 0.145 0.180 0.220 0.214 0.286 

 

SVM Subconjunto de tipos de conducción 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.607 0.626 0.682 0.701 0.682 0.710 0.720 0.664 0.673 0.673 

1500 0.673 0.692 0.692 0.673 0.692 0.712 0.731 0.760 0.760 0.750 

2000 0.689 0.767 0.748 0.738 0.777 0.757 0.777 0.738 0.718 0.709 

2500 0.790 0.790 0.800 0.840 0.800 0.800 0.780 0.760 0.760 0.740 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.548 0.487 0.366 0.353 0.338 0.319 0.305 0.358 0.352 0.352 

1500 0.467 0.408 0.377 0.383 0.362 0.341 0.305 0.270 0.278 0.285 

2000 0.437 0.303 0.307 0.297 0.263 0.276 0.255 0.289 0.310 0.317 

2500 0.310 0.310 0.285 0.213 0.239 0.239 0.252 0.283 0.283 0.305 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.626 0.673 0.692 0.710 0.710 0.710 0.701 0.682 0.692 0.710 

1500 0.702 0.760 0.779 0.769 0.760 0.769 0.750 0.750 0.788 0.817 

2000 0.718 0.796 0.796 0.806 0.806 0.825 0.825 0.816 0.825 0.825 

2500 0.760 0.830 0.840 0.840 0.840 0.850 0.830 0.830 0.840 0.830 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.522 0.441 0.407 0.381 0.374 0.360 0.367 0.380 0.366 0.333 

1500 0.425 0.339 0.303 0.302 0.309 0.295 0.315 0.308 0.259 0.224 

2000 0.393 0.275 0.267 0.252 0.244 0.215 0.206 0.213 0.190 0.190 



2500 0.348 0.238 0.223 0.213 0.223 0.198 0.210 0.201 0.195 0.210 

 

Red Neuronal de Perceptrón Múltiple Subconjunto de tipos de conducción 

Ventana 
(milisegs) 

1 2 3 4 5 6 7 

1000 0.664 0.579 0.645 0.579 0.607 0.645 0.682 

1500 0.750 0.712 0.750 0.702 0.721 0.692 0.702 

2000 0.786 0.748 0.670 0.689 0.709 0.709 0.709 

2500 0.800 0.800 0.790 0.800 0.840 0.790 0.780 

 

Ventana 
(milisegs) 

1 2 3 4 5 6 7 

1000 0.372 0.465 0.385 0.458 0.439 0.371 0.352 

1500 0.246 0.341 0.277 0.332 0.319 0.331 0.332 

2000 0.224 0.266 0.359 0.329 0.300 0.317 0.325 

2500 0.239 0.211 0.236 0.230 0.195 0.236 0.252 

 

Ventana 
(milisegs) 

1 2 3 4 5 6 7 

1000 0.692 0.692 0.720 0.710 0.748 0.757 0.738 

1500 0.798 0.788 0.779 0.808 0.808 0.827 0.808 

2000 0.738 0.806 0.816 0.864 0.825 0.825 0.835 

2500 0.810 0.840 0.900 0.890 0.870 0.910 0.920 

 

Ventana 
(milisegs) 

1 2 3 4 5 6 7 

1000 0.339 0.359 0.353 0.319 0.293 0.293 0.313 

1500 0.198 0.220 0.242 0.222 0.222 0.194 0.215 

2000 0.281 0.178 0.180 0.131 0.190 0.182 0.167 

2500 0.251 0.167 0.110 0.117 0.139 0.095 0.079 

 

Random Forest Subconjunto de tipos de conducción 



Ventana 
(milisegs) 

50 60 70 80 90 100 

1000 0.748 0.738 0.748 0.748 0.748 0.748 

1500 0.788 0.788 0.760 0.769 0.769 0.769 

2000 0.835 0.816 0.825 0.825 0.825 0.825 

2500 0.850 0.840 0.840 0.860 0.860 0.860 

 

Ventana 
(milisegs) 

50 60 70 80 90 100 

1000 0.293 0.306 0.293 0.293 0.286 0.286 

1500 0.243 0.243 0.278 0.264 0.264 0.264 

2000 0.183 0.213 0.198 0.198 0.198 0.198 

2500 0.207 0.223 0.223 0.191 0.191 0.191 

 

Ventana 
(milisegs) 

50 60 70 80 90 100 

1000 0.729 0.757 0.776 0.776 0.794 0.785 

1500 0.817 0.817 0.827 0.827 0.827 0.817 

2000 0.854 0.854 0.854 0.854 0.845 0.854 

2500 0.890 0.890 0.880 0.870 0.880 0.870 

 

Ventana 
(milisegs) 

50 60 70 80 90 100 

1000 0.313 0.286 0.266 0.266 0.240 0.253 

1500 0.208 0.193 0.179 0.186 0.186 0.201 

2000 0.162 0.162 0.162 0.162 0.169 0.162 

2500 0.144 0.144 0.160 0.166 0.160 0.166 

 

J48 Subconjunto de tipos de conducción 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.682 0.673 0.673 0.673 0.682 0.682 0.682 0.682 0.682 0.682 

1500 0.673 0.692 0.702 0.702 0.731 0.731 0.731 0.731 0.731 0.731 



2000 0.757 0.767 0.748 0.757 0.738 0.738 0.738 0.738 0.738 0.738 

2500 0.740 0.720 0.720 0.720 0.720 0.720 0.730 0.730 0.730 0.730 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.373 0.379 0.379 0.366 0.352 0.352 0.352 0.352 0.352 0.352 

1500 0.344 0.316 0.302 0.302 0.275 0.275 0.275 0.275 0.275 0.275 

2000 0.268 0.278 0.283 0.268 0.272 0.272 0.272 0.272 0.272 0.272 

2500 0.305 0.318 0.318 0.318 0.318 0.318 0.302 0.302 0.302 0.302 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.570 0.561 0.561 0.570 0.570 0.570 0.570 0.570 0.570 0.570 

1500 0.731 0.731 0.731 0.731 0.740 0.740 0.740 0.740 0.740 0.740 

2000 0.786 0.786 0.786 0.786 0.786 0.796 0.796 0.796 0.796 0.796 

2500 0.780 0.790 0.800 0.810 0.810 0.810 0.820 0.820 0.820 0.820 

 

Ventana 
(milisegs) 

5 10 15 20 25 30 35 40 45 50 

1000 0.458 0.458 0.458 0.424 0.424 0.424 0.424 0.424 0.424 0.424 

1500 0.298 0.298 0.298 0.298 0.276 0.276 0.276 0.276 0.276 0.276 

2000 0.224 0.224 0.224 0.224 0.224 0.209 0.209 0.209 0.209 0.209 

2500 0.279 0.264 0.248 0.242 0.242 0.242 0.226 0.226 0.226 0.226 

 

Naïve Bayes Subconjunto de tipos de conducción 

Ventana (milisegs) Resultado 
1000 0.673 

1500 0.750 

2000 0.786 

2500 0.810 

 

Ventana (milisegs) Resultado 



1000 0.400 

1500 0.308 

2000 0.265 

2500 0.242 

 

Ventana (milisegs) Resultado 
1000 0.692 

1500 0.769 

2000 0.796 

2500 0.800 

 

Ventana (milisegs) Resultado 
1000 0.387 

1500 0.287 

2000 0.250 

2500 0.230 

 

  



Anexo 4. Artículo científico. 

Se anexa artículo científico en formato PDF sometido y expuesto en el evento 

denominado SEGUNDO WORKSHOP EN SISTEMAS INFOTAINMENT Y 

SISTEMAS INTELIGENTES – 2WOSI2. 
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